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对称不确定性和粒子群的高维特征选择算法

林炜星， 王宇嘉， 陈万芬

（上海工程技术大学 电子电气工程学院， 上海 ２０１６２０）

摘　 要： 高维数据中存在着成千上万个特征，大量的特征导致问题搜索空间过大，增加了计算代价，影响了数据分类预测的准

确性。 为了提高特征选择的效率，本文提出了一种对称不确定性和种群降维机制的粒子群特征选择算法，该算法设计了一种

基于对称不确定性指标的初始化方法，降低特征选择的计算代价。 通过非支配排序的种群降维机制，减少进化过程中冗余特

征的影响。 在 ５ 个公开生物医学的高维数据集上的实验结果表明，该算法能够针对高维数据特征选择问题取得更好的分类精

度和更小的最优子集特征个数，并在时间运行方面有一定的优势。
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０　 引　 言

近年来，特征选择已经成为数据预处理中的一

项重要技术。 在现实生活中存在多种类型的数据，
如不平衡数据、大样本数据及高维数据等。 不平衡

数据是指数据分类中，各类数据的样本数相差较大。
大样本数据往往具有较少的特征，成千上万的样本

数量。 高维数据则与之相反，其特点是侧重于大量

的特征，通常认为拥有 １ ０００ 以上特征的数据集为

高维数据集。 在高维数据中的无关特征和冗余特征

造成计算代价巨大，增加了学习任务的难度，导致许

多学习算法的性能表现不佳。 因此，针对高维搜索

空间，如何降低维数，减小计算代价成为高维特征选

择领域的研究重点。
目前，针对分类问题有许多特征选择方法，这些

方法可以分为 ３ 类，即过滤式选择、包裹式选择和嵌

入式选择。 过滤式选择方法是直接从数据中计算出

性能评估指标进行特征选择，通常有较小的计算开

销，如 Ｒｅｌｉｅｆ 算法、ｍＲＭＲ 算法等［１－２］；包裹式选择

的思想是将学习器的性能作为特征子集的评价准

则，因此该方法通常具有最高的分类精度，如 ＬＶＷ
算法、ＧｅＦｅＳ 算法等［３－４］；嵌入式选择方法中，特征

选择和学习器训练在同一个优化过程中完成，通常

与特定分类任务相关联，不具有通用性［５］。
由于包裹式选择通常能比过滤式选择取得更好

的分类结果，近年来将包裹式选择和群智能算法相

结合的研究引起了很多关注。 文献［６］提出了一种

粗糙集与改进鲸鱼优化算法结合的特征选择，通过

粗糙集理论去除数据集中冗余信息来保留原始特征

的信息，同时将鲸鱼优化算法运用到了离散空间，通
过种群划分策略和扰动策略维持种群的多样性；文
献［７］提出了一种基于差分进化的灰狼优化算法，



引入差分进化机制对种群进行变异操作，采用调节

缩放因子和交叉概率因子，提高算法搜索性能，该方

法已成功应用于高维医学数据的特征选择问题上；
文献［８］提出了一种改进的混合蛙跳算法进行特征

选择，该算法在传统蛙跳算法的基础上混合了混沌

记忆权重因子、绝对平衡组策略及自适应转移因子

的改进方法，有效地提高了特征选择的准确率；文献

［９］提出了一种基于改进斑点鬣狗算法的同步优化

特征选择，利用自适应差分进化算法、混沌初始化和

锦标赛选择策略对斑点鬣狗优化算法进行改进，增
强其搜索寻优能力与求解精度。

粒子群优化算法 （ ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ，
ＰＳＯ）作为群智能算法也被应用在许多特征选择问

题上［１０］。 Ｂｉｎｈ 等将粒子群算法应用于特征选择时，
提出了一种基于 ＰＳＯ 的特征选择方法，并有效结合

了过滤式选择和包裹式选择的优点，通过设计局部

搜索策略和改进适应度函数平衡算法的开发和勘探

能力［１１］；Ｌａｎｅ 等人使用统计聚类方法将相似的特征

归为一个簇，在粒子寻优中选择每个簇中具有最高

概率的特征，实验结果表明该方法可以挑选出较小

规模的特征子集，改善了分类准确率［１２］。
本文针对高维搜索空间过大带来的过高的计算

代价，提出了基于对称不确定性和种群降维机制的

粒 子 群 算 法 （ ｓｙｍｍｅｔｒｉｃ ｕｎｃｅｒｔａｉｎｔｙ ｐｏｐｕｌａｔｉｏｎ
ｄｉｍｅｎｓｉｏｎａｌｉｔｙ ｒｅｄｕｃｔｉｏｎ ｐａｒｔｉｃｌｅ ｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ，
ＳＵＰＤＲ－ＰＳＯ），该算法首先引入了对称不确定性指

标去除冗余特征，基于对称不确定性设计了一种改

进的种群初始化方法，提升算法的搜索效率；其次，
采用非支配排序策略思想，设计了种群降维机制在

算法进入停滞时改变子代生成的机制；最后，设计了

适用于高维数据的适应度函数，指导算法寻优。 实

验证明，该算法能有效减小问题搜索空间，提高分类

准确率。

１　 相关概念介绍

１．１　 二进制粒子群算法

粒子群优化算法源于鸟群等生物群体捕食行为

的研究，是一种求解连续优化问题的群智能方

法［１０］。 粒子群算法依靠种群内个体之间的协作和

信息共享寻找最优解。 算法的核心部分包含两个重

要的更新公式，即速度更新和位置更新。 文献［１３］
将粒子群算法应用于二进制搜索空间，提出了一种

二进制粒子群算法（Ｂｉｎａｒｙ Ｐａｒｔｉｃｌｅ Ｓｗａｒｍ Ｏｐｔｉｍｉｚａｔｉｏｎ，
ＢＰＳＯ）。

对于第 ｔ 代的粒子 ｘ→ｔ
ｉ ＝ ［ｘｔ

ｉ，１，ｘｔ
ｉ，２，．．．，ｘｔ

ｉ，Ｄ］ Ｔ（ ｉ ∈
｛１，２，．．．，ＮＰ｝）， ＢＰＳＯ 通过公式（１）更新粒子的速

度 ｖ→ｔ
ｉ ＝ ［ｖｔｉ，１，ｖｔｉ，２，．．．，ｖｔｉ，Ｄ］ Ｔ。
ｖｔ ＋１ｉ，ｊ ＝ ω∗ｖｔｉ，ｊ ＋ ｃ１∗ｒ１∗（ｐｂｅｓｔｔｉ，ｊ － ｘｔ

ｉ，ｊ） ＋
ｃ２∗ｒ２∗（ｇｂｅｓｔｔｊ － ｘｔ

ｉ，ｊ） （１）
其中， ｊ ∈ ｛１，２，．．．，Ｄ｝；
ｐｂｅｓ ｔｔｉ ＝ ［ｐｂｅｓｔｔｉ，１，ｐｂｅｓｔｔｉ，２，．．．，ｐｂｅｓｔｔｉ，Ｄ］Ｔ 是 ｘ→ｔ

ｉ 的历

史最优位置； ｇｂｅｓｔｔｉ ＝ ［ｇｂｅｓｔｔ１，ｇｂｅｓｔｔ２，．．．，ｇｂｅｓｔｔＤ］Ｔ 是

所有粒子在第 ｔ 代的历史最优位置； ω 是惯性权重，
平衡种群的搜索能力和探索性能； ｃ１ 和 ｃ２ 是加速因

子； ｒ１ 和 ｒ２ 是均匀分布在 ［０，１］ 间的随机数。
每一代中，粒子速度 ｖｔ＋１

ｉ，ｊ 限制在 ［ － ｖｍａｘ，ｖｍａｘ］。
在 ＢＰＳＯ 中，位置更新通过 ｓｉｇｍｏｉｄ 函数转换实现，
式（２） 和式（３）：

ｓ（ｖｔ ＋１ｉ，ｊ ） ＝ １
１ ＋ ｅ －ｖｔ＋１ｉ，ｊ

（２）

ｘｔ ＋１
ｉ，ｊ ＝

１，ｉｆ ｒａｎｄ ≤ ｓ（ｖｔ ＋１ｉ，ｊ ）
０， ｏｔｈｅｒｗｉｓｅ{ （３）

　 　 其中， ｒａｎｄ 是均匀分布在［０，１］之间的随机数，
Ｓ（·） 是 ｓｉｇｍｏｉｄ 函数。

将 ＢＰＳＯ 算法应用于特征选择时，１ 表示该特

征被选择，０ 表示该特征不被选择。
１．２　 特征排序

根据数据集中的特征与类标签之间的相关性强

弱，可以将特征分为无关特征、弱相关冗余特征、弱
相关非冗余特征和强相关特征。 特征选择的任务就

是选出最优特征子集，即弱相关非冗余特征和强相

关特征，在保证特征子集规模尽可能小的前提下，保
证良好的准确率。 本文采用对称不确定性指标

（ｓｙｍｍｅｔｒｉｃａｌ ｕｎｃｅｒｔａｉｎｔｙ， ＳＵ）来衡量特征的相关性，
其是信息增益的归一化版本， ＳＵ 的值越大，说明特

征 Ｆ 与类标签 Ｃ 的相关性越大， ＳＵ 计算公式（４）和
公式（５） ［１４］：

ＳＵ（Ｆ，Ｃ） ＝ ＩＧ（Ｆ ｜ Ｃ）
Ｈ（Ｆ） ＋ Ｈ（Ｃ）

（４）

ＩＧ（Ｆ ｜ Ｃ） ＝ Ｈ（Ｆ） － Ｈ（Ｆ ｜ Ｃ） （５）

　 　 其中， Ｈ（Ｆ） 是特征 Ｆ 的熵； Ｈ（Ｆ ｜Ｃ） 是给定类

标签 Ｃ 下 Ｆ 的条件熵； ＳＵ 的取值为 ［０，１］， １ 代表

最相关特征。

２　 基于对称不确定性和粒子群算法的特征

选择方法

２．１　 基于对称不确定性的初始化方法

基于种群的算法通常采用随机初始化方法，而
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随机初始化产生的种群往往集中在目标空间的部分

区域，导致种群多样性差，解的质量低下。 考虑到高

维数据特征选择问题搜索空间巨大，生成的解在不

断趋向 Ｐａｒｅｔｏ 前沿的优化过程中，难免需要分配更

多的计算资源，产生了巨大的计算代价。 因此，针对

该现象本文提出基于对称不确定性的初始化方法，
其具体流程如下：

步骤 １　 使用 ＳＵ 评估每个特征与类标签之间

的相关性，特征与类标签的相关性越大，则该特征就

越重要；
步骤 ２　 根据特征的重要度，从原始特征集中

删除无关特征和弱相关特征， 设置阈值 θ 来删除无

关特征和弱相关特征，设置 θ ＝ ０．１∗ｃｄｍａｘ，其中

ｃｄｍａｘ 为当前数据集的最大特征重要度；
步骤 ３　 将剩余的特征按照特征重要度进行排

序，分为两个集合， 分别记为Ｈｉｇｈ － ｓｕ（ＳＵ值高） 和

Ｌｏｗ － ｓｕ（ＳＵ 值低）；
步骤 ４　 生成随机数 Ｌ，控制初始个体的特征数

目，从 Ｈｉｇｈ － ｓｕ 中选出 ｃｅｉｌ（ ｒａｎｄ（０．５，１）∗Ｌ） 个特

征，从 Ｌｏｗ － ｓｕ中选出 Ｌ － ｃｅｉｌ（ ｒａｎｄ（０．５，１）∗Ｌ） 个

特征，将选取的特征构建成一个个体；
步骤 ５　 重复步骤 ４ 直到完成种群的初始化。

２．２　 基于非支配排序的种群降维机制

由于算法采用的是二进制编码方式，随着迭代

的进行，决策空间中出现多个完全相同的解。 随着

大量无关特征和冗余特征的影响，极易造成 Ｐｂｅｓｔ
在更新中保持不变，导致算法优化过程出现停滞

现象，因此引入非支配排序策略对特征维度进行约

简。
基于非支配排序的种群降维机制是根据当前种

群个体的特征数以及分类准确率，通过非支配排序

理论对种群中的个体进行排序，取第一前沿面的非

支配个体，并统计出现在这些个体中的特征，使用这

些特征产生子种群，未出现的特征则在后续的进化

过程中忽略。 种群降维机制的流程如下：
步骤 １　 根据分类准确率和子集特征数目，对

当前种群中的所有个体进行排序，取第一前沿的非

支配个体， 记为集合｛ ｆ １｝；
步骤 ２　 统计｛ ｆ１｝ 中所有个体携带的特征， 将

其视为重要特征，没有出现的特征在后续进化过程

中不再出现；
步骤 ３　 利用轮盘赌算法生成子代种群。
ＳＵＰＤＲ－ＰＳＯ 算法的流程图如图 １ 所示。

更新速度位置，产生下一代种群

达到最大迭代次数

基于非支配排序的种群
降维操作

基于SU指标初始化种群

通过计算SU进行特征排序

输入：数据集、PSO相关参数

开始

结束

输出档案个体
是

否

图 １　 ＳＵＰＤＲ－ＰＳＯ 算法流程图

Ｆｉｇ． １　 Ｆｌｏｗ ｃｈａｒｔ ｏｆ ＳＵＰＤＲ－ＰＳＯ

３　 实验结果分析

３．１　 测试数据集

为了验证本文所提算法的有效性，使用了公开

生物 医 学 数 据 集 Ｋｅｎｔ Ｒｉｄｇｅ Ｂｉｏｍｅｄｉｃａｌ Ｄａｔａｓｅｔ
（ｈｔｔｐ： ／ ／ ｌｅｏ． ｕｇｒ． ｅｓ ／ ｅｌｖｉｒａ ／ ＤＢＣＲｅｐｏｓｉｔｏｒｙ ／ ），分别为

数据集的特征个数、样例个数及类别数，见表 １。 对

于每个数据集，样例被划分为两个集合，即 ７０％的

样例作为训练集，３０％的样例作为测试集，在算法执

行过程中，采用十折交叉验证法进行评价。 采用 Ｋ
近邻算法作为分类器评价分类性能， 其中 Ｋ ＝ ５。
每个算法分别独立运行 ３０ 次，分别对比特征数和分

类精度的平均值。
表 １　 数据集信息

Ｔａｂ． １　 Ｉｎｆｏｒｍａｔｉｏｎ ｏｆ ｄａｔａｓｅｔ

数据集 特征数 样例数 类别数

ＣｏｌｏｎＴｕｍｏｒ ２ ０００ ６２ ２

ＬｕｎｇＣａｎｃｅｒＯｎｔａｒｉｏ ２ ８８０ ３９ ２

ＤＬＢＣＬ－Ｓｔａｎｆｏｒｄ ４ ０２６ ４７ ２

ＤＬＢＣＬ－Ｈａｒｖａｒｄ ６ ８１７ ５８ ２

ＤＬＢＣＬ－ＮＩＨ ７ ３９９ １６０ ２

３．２　 参数设置

本文使用 ＩＰＳＯ［１５］、ＩＧＡ［１６］、ＧＷＯＤＥ 和 ＩＳＦＬＡ 与
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本文算法进行比较。 ＳＵＰＤＲ－ＰＳＯ 算法种群大小设置

为 ２００，最大迭代次数设置为 ３００。 所有算法都是在

ＣＰＵ 为 １．８ ＧＨｚ Ｉｎｔｅｒ Ｃｏｒｅ ｉ７－８５５０Ｕ、内存为 ８ Ｇ、操
作系统为 Ｗｉｎｄｏｗｓ １０ ６４ 位的 ＰＣ 上，在 ＭＡＴＬＡＢ 独

立环境下运行 ３０ 次，分别对比特征数和分类精度的

平均值。
３．３　 结果分析

３．３．１　 分类结果分析

分析 ４ 种群智能算法与本文算法的分类准确率，
各算法独立运行 ３０ 次获得的平均分类准确率见表 ２，
可以看出群智能算法在高维数据特征选择问题上可

以成功实现分类，并取得较好的分类准确率。 ＳＵＰＤＲ
－ ＰＳＯ 算 法 在 ＣｏｌｏｎＴｕｍｏｒ、 ＬｕｎｇＣａｎｃｅｒＯｎｔａｒｉｏ、
ＤＬＢＣＬＨａｒｖａｒｄ 和 ＤＬＢＣＬ－ＮＩＨ 上均取得了最好的结

果，分别为 ９４．３３％、９１．７７％、８６．２７％和 ７３．００％。 在

ＤＬＢＣＬＳｔａｎｆｏｒｄ 数据集上，ＧＷＯＤＥ 取得了最优的分类

精度为 ９９．７１％，比本文所提算法高出了 ５．１２％。 因

此，本文算法在高维数据特征选择上能取得较好的分

类准确率，具有一定的竞争力。

表 ２　 分类准确率对比

Ｔａｂ． ２　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｃｌａｓｓｉｆｉｃａｔｉｏｎ ａｃｃｕｒａｃｙ

Ｄａｔａｓｅｔｓ ＩＰＳＯ ＩＧＡ ＧＷＯＤＥ ＩＳＦＬＡ ＳＵＰＤＲ－ＰＳＯ
ＣｏｌｏｎＴｕｍｏｒ ８７．６７ ８６．６７ ９３．４２ ９３．０２ ９４．３３

ＬｕｎＣａｎｃｅｒＯｎｔａｒｉｏ ７０．００ ６５．５０ ９１．３４ ７５．０６ ９３．７７
ＤＬＢＣＬ－Ｓｔａｎｆｏｒｄ ７８．１０ ７８．８０ ９９．７１ ８２．６７ ９４．５９
ＤＬＢＣＬ－Ｈａｒｖａｒｄ ７１．１１ ６４．３３ ８２．５２ ７３．３３ ８６．２７
ＤＬＢＣＬ－ＮＩＨ ５５．１０ ５６．１０ ７２．５３ ５５．６３ ７３．００

　 　 本文算法和对比算法取得的特征子集规模的大

小，数据为各算法独立运行 ３０ 次获得的平均子集特

征数目，见表 ３。 ＳＵＰＤＲ－ＰＳＯ 算法在 ＣｏｌｏｎＴｕｍｏｒ、
ＤＬＢＣＬ－Ｓｔａｎｆｏｒｄ、ＤＬＢＣＬ－Ｈａｒｖａｒｄ 和 ＤＬＢＣＬ－ＮＩＨ 上

均能取得最小的特征子集规模，证明了种群降维机

制的 有 效 性。 在 ＬｕｎｇＣａｎｃｅｒＯｎｔａｒｉｏ 数 据 集 上，
ＧＷＯＤＥ 得到最小的特征子集规模为 ４．３１，相较于

ＳＵＰＤＲ－ＰＳＯ 算法小了 ８．６６。 特征选择的任务是同

时最小化特征子集规模和分类准确率，ＧＷＯＤＥ 虽

取得最小的子集规模，但是由表 ２ 可以看出，该算法

在分类准确率上略小于本文算法，这是由于过分压

缩子集规模导致的重要信息丢失从而造成了准确率

的下降。

表 ３　 最优子集特征数对比

Ｔａｂ． ３　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｆｅａｔｕｒｅ ｓｕｂｓｅｔ ｎｕｍｂｅｒｓ

Ｄａｔａｓｅｔｓ ＩＰＳＯ ＩＧＡ ＧＷＯＤＥ ＩＳＦＬＡ ＳＵＰＤＲ－ＰＳＯ

ＣｏｌｏｎＴｕｍｏｒ ４９．４０ ３８．２４ ２７．１０ ３５．２２ ２６．３３

ＬｕｎｇＣａｎｃｅｒＯｎｔａｒｉｏ ５６．２５ １０．２２ ４．３１ １４．３３ １２．９７

ＤＬＢＣＬ－Ｓｔａｎｆｏｒｄ ４９．５０ １８．４３ ２８．２３ １５．２４ １４．３３

ＤＬＢＣＬ－Ｈａｒｖａｒｄ ５１．２４ ２７．６２ １７．８１ ２７．４２ １６．２３

ＤＬＢＣＬ－ＮＩＨ ３５．１０ ３２．２１ ２５．３３ ２９．２５ ２４．５５

３．３．２　 运行时间分析

对比算法的平均 ＣＰＵ 运行时间，各算法独立运

行 ３０ 次获得的平均运行时间见表 ４，时间单位为

ｍｉｎ，可以看出对于高维数据集，各算法的运行时间

都比较高，在进行特征选择时，算法的计算代价主要

集中在个体的评估上，每次评估都需要建立一个新

的模型并计算其准确率，因此计算代价也与特征数

目呈现出正比关系。 分析表 ４ 可知，ＳＵＰＤＲ－ＰＳＯ
算法取得了最短的运行时间，其主要原因是本文所

提算法在初始化过程中使用的 ＳＵ 指标过滤后得到

了强相关特征，该过程使种群在趋向 Ｐａｒｅｔｏ 前沿时

可以分配更少的计算资源，从而提高算法的运行效

率。

表 ４　 运行时间对比

Ｔａｂ． ４　 Ｃｏｍｐａｒｉｓｏｎ ｏｆ ｒｕｎｎｉｎｇ ｔｉｍｅ

Ｄａｔａｓｅｔｓ ＩＰＳＯ ＩＧＡ ＧＷＯＤＥ ＩＳＦＬＡ ＳＵＰＤＲ－ＰＳＯ

ＣｏｌｏｎＴｕｍｏｒ １０．９１ １１．０４ ８．４３ １１．５６ ５．９７

ＬｕｎｇＣａｎｃｅｒＯｎｔａｒｉｏ １０．５７ １０．８９ ９．８７ １１．５７ ６．１２

ＤＬＢＣＬ－Ｓｔａｎｆｏｒｄ １７．６８ １８．０７ ７．５９ １９．４７ ４．６４

ＤＬＢＣＬ－Ｈａｒｖａｒｄ ３８．８７ ３８．９９ ４３．２３ ４０．６６ ７．８７

ＤＬＢＣＬ－ＮＩＨ １１４．６８ １１５．５８ １３．４８ １１９．６８ １０．５５

２５ 智　 能　 计　 算　 机　 与　 应　 用　 　 　 　 　 　 　 　 　 　 　 　 　 　 第 １１ 卷　



４　 结束语

本文提出了一种基于对称不确定性和粒子群算

法的特征选择方法。 实验结果表明，针对高维数据

的分类问题，本文所提出的方法能够有效地减小分

类错误率，提高分类准确率。 该方法可以作为一种

实用的数据预处理方法来帮助医学领域进行特征选

择工作，更好地帮助医学诊断。
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